
Metody probabilistyczne do generowania wiarygodnych, stabilnych i
zróżnicowanych wyjaśnień kontrfaktycznych

Sztuczna inteligencja (ang. artificial intelligence, AI) w coraz większym stopniu wpływa na nasze
życie, od rekomendacji produktów po wsparcie diagnostyki medycznej. Jednak wiele systemów AI
działa jak „czarne skrzynki” (ang. black box ), przez co ich decyzje są trudne do zrozumienia. Gdy
system odmawia przyznania pożyczki, wnioskodawca często nie wie, dlaczego spotkał się z odmową ani
co mógłby zmienić, by zwiększyć swoje szanse. Taki brak przejrzystości podważa zaufanie do AI.

Wyjaśnienia kontrfaktyczne oferują scenariusze „co by było, gdyby”, pokazując, co należy zmienić
w danych, by osiągnąć pożądany wynik. Przykładowo, system może wskazać, że zwiększenie dochodów
lub redukcja zadłużenia pomogłyby w uzyskaniu pożyczki. Takie wyjaśnienia muszą spełniać trzy
warunki: być realistyczne, stabilne przy drobnych zmianach danych oraz oferować różne alternatywne
rozwiązania.

Rysunek 1 przedstawia granicę decyzyjną modelu AI oraz przejście od decyzji początkowej (odmo-
wa pożyczki) do pożądanej (przyznanie pożyczki). Na rysunku zaznaczono przykłady wiarygodnych
i niewiarygodnych rozwiązań oraz obszary o wysokiej gęstości, w których znalezienie realistycznych
wyjaśnień jest najbardziej prawdopodobne.
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Rysunek 1: Wykres pokazuje granicę decyzjną między dwiema klasami: początkową (pożyczka odrzu-
cona) i pożądaną (pożyczka zatwierdzona). Czarny punkt pokazuje dane początkowe wnioskodawcy.
Zielona kropka wskazuje realistyczną zmianę tych danych, która mogłaby prowadzić do przyznania
pożyczki, podczas gdy czerwona kropka pokazuje nierealistyczną propozycję. Ciemniejsze obszary na
wykresie oznaczają rejony o wysokiej gęstości danych, gdzie najłatwiej znaleźć wykonalne rozwiązania.

Ten projekt badawczy ma na celu poprawę jakości wyjaśnień kontrfaktycznych poprzez wykorzy-
stanie metod probabilistycznych do uwzględnienia trzech istotnych aspektów: wiarygodności, stabilno-
ści i różnorodności. Modele probabilistyczne, analizując niepewność i zmienność danych, umożliwiają
tworzenie realistycznych i praktycznych sugestii. Przykładowo, zamiast sugerować nieosiągalny wzrost
dochodów, wskazują one realne modyfikacje oparte na rzeczywistych danych.

Projekt skupia się na opracowaniu zaawansowanych technik, które będą generować wyjaśnienia
kontrfaktyczne uwzględniające te trzy kluczowe aspekty. Stworzone metody znajdą zastosowanie w
wielu dziedzinach, od służby zdrowia po finanse, dostarczając praktyczne narzędzia do budowy bardziej
przejrzystych systemów AI. Celem jest zwiększenie zaufania do AI przez sprawienie, że jej decyzje będą
bardziej zrozumiałe i praktyczne dla użytkowników.
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